TEMA 23.- MODELOS DE DECISIÓN EN MEDICINA

Este año difiere bastante respecto a lo dado otros años. Dr Carrasco habló de que hay dos sistemas para la toma de decisiones. Uno de ellos basado en el teorema de Bayes (Diagnóstico bayesiano) y otro llamado Diágnóstico basado en estadística discriminante.

La clase también podría llamarse Técnicas de Dgco. Automático.
1. DIAGNÓSTICO BAYESIANO:

2005: centró la clase en este apartado. Esto es NUEVO de este año.
Justificaciones previas:

Podemos asumir que las frecuencias relativas son lo mismo que una probabilidad CUANDO nuestra experiencia es suficientemente grande, es decir, cuando n tiende a infinito. (Ejemplo: si estoy en una guardia de Gine y asisto a dos partos en los que nacen dos niños, mi frecuencia relativa será de 2 varones, pero no puedo decir que la probabilidad de que nazca un niño varón en el hospital La Paz sea de 1 porque mi muestra no es lo suficientemente grande. Ahora bien, si amplío la muestra a 3000 nacimientos sí puedo asumir que n tiende a infinito y los datos derivados serán asumidos como probabilidades y no como frecuencias relativas. Fácil verdad?).


Así, la Probabilidad P = límite n ( ∞ frecuencia






      n
En la práctica, n nunca llega a ∞; siempre tendremos que trabajar con frecuencias relativas y no probabilidades.                                                                          A                              B


Hablemos del teorema de Bayes:


P (A U B) nunca ocurre en la realidad así   (
sino que en la práctica nos encontramos con casos de intersección de conjuntos: P (A ∩ B), 

de modo que la P (A+B) = P(A) + P(B) – P(A·B) (xa no repetir dos veces las probabilidades de la intersección), y no P(A) + P(B) solamente.
Así, para un ejemplo clásico de Variable A (♂ o ♀) y B (ojos azules o no azules) demostraremos el Teorema de Bayes:
	
	♂
	♀
	

	Azul 
	20
	19
	39

	No azul 
	31
	30
	61

	
	51
	49
	100


Tenemos lo siguiente: P(A·B)= 20/100, pero si yo ahora multiplico por 51 denominador y numerador, tenemos que P(A·B)=20/51 · 51/100 de donde:

20/51 es la probabilidad condicionada sobre la muestra de siendo varón, tener los ojos azules. (recordad: gerundio en el denominador).

51/100 es la probabilidad general de ser varón.

Es decir, P(A·B)= P(B/A) · P(A). (Probabilidad de habiendo sucedido A, ocurra B, ojos azules).

Pero también podríamos hacer esto mismo desde otro punto de vista: multiplicar ambos factores  por el otro marginal que tiende a 20: el 39, de modo que:

P(A·B)= 20/39 · 39/100 que vendría a ser: P(A/B) · P(B).
Y así P(A·B)= P(A/B) · P(B).

Sólo nos queda igualar ambas ecuaciones para llegar al Teorema de Bayes:

 P(B/A) · P(A) = P(A/B) · P(B). Ahora despejo P(A/B):


P(A/B) = P(A) · P(B/A)
              P(B)

La P(B/A) NO es la opuesta, ni la complementaria, ni la inverse ni nada por el estilo. Simplemente es la OTRA probabilidad.

Filosofía:

Dr Carrasco nos justificó matemáticamente lo que muchos ya nos hemos preguntado o quejado sobre la forma de enseñar la medicina:

Enseñanza médica de la Fac:

P(S/E) donde S son los síntomas y E la enfermedad. Es decir, la probabilidad de sabiendo la enfermedad lleguemos a los síntomas. El mismo Harrison es una colección de probabilidades condicionadas de modo que habiendo enfermedad se produzcan los síntomas.

Ejercicio Profesional – Hospital: 

P(E/S) de modo que trabajamos con síntomas y queremos llegar a averiguar la enfermedad. El diagnóstico es una P(E/S).

De todo esto podemos vislumbrar el objetivo de la clase: ¿Podemos llegar a un diagnóstico de presunción con una P < 0’05 a partir de Bayes?

Pero antes de esto, tenemos que darnos cuenta de que en la vida real las variables no suelen ser dicotómicas, por tanto para poder aplicar Bayes debemos generalizarlo.

Generalización del T. de Bayes:

Para la variable A (raza) tendremos k posibilidades: A1 (blanco), A2 (negro),…, Ak (amarilla). Y tenemos también la variable B (color ojos).
Generalizar consiste en conseguir la probabilidad de tener ojos azules (P(B))a partir de todas las razas, y para ello debo de generalizar el denominador.

La probabilidad de ser raza blanca es P(A1) y la Probab de que perteneciendo a la raza blanca, tener ojos azules: P(B/A1), de modo que haciendo esto para cada una de las variables generalizamos P(B):

P(B) = P(A1)· P(B/A1) + P(A2)· P(B/A2) + … + P(Ak)· P(B/Ak)
Es decir, P(B) = ∑ P(Ai)· P(B/Ai)
Ahora bien, NO puedo omitir ninguna variable desde 1 hasta mis k variables, es decir, no puedo dejar fuera del diagnóstico diferencial ninguna posibilidad, porque si no fracasaremos, ya que no habremos generalizado correctamente.
Así, P(A1/B) = P(A1)· P(B/A1)  , así la generalización de Bayes es una COLECCIÓN 

            ∑ P(Ai)· P(B/Ai)
DE FÓRMULAS para k posibilidades. También, si al final sumásemos todas estas probabilidades condicionadas hasta P(Ak/B) nos daría 1.
Aplicación Clínica:

Al hacer una buena Historia Clínica estamos usando Bayes pues interrogamos los síntomas para llegar a la enfermedad: El diagnóstico es una P(E/S). Lo que hago es aplicar Bayes para que me ayude en mi D/D. 

Si por ejemplo acude un paciente con dolor de estómago y (simplificando) mi D/D es gastritis, úlcera o Cáncer gástrico (valores de E= E1, E2, E3), ahora yo pregunto por un Síntoma S (ha tenido vómitos?) y obtengo una serie de probabilidades condicionadas a tener vómitos para cada una de mis enfermedades del D/D. 
Si además hacemos una concatenación de preguntas: 2 ¿además tuvo melenas? 3 ¿dispepsia? 4… seguiré obteniendo NUEVAS probabilidades PERO además adaptadas a los resultados previos de modo que llegará un momento en el que llegaré a un dgco con una seguridad p<0’05.
Mola eh??

Problema: pues que a la hora de hacer esas preguntas (S) tenemos que ser muy cuidadosos de NO introducir datos REDUNDANTES, es decir, si pregunto por melenas no deberé introducir en el árbol de decisión el valor de la anemia que marca la analítica, o quizá más bien al revés porque la anemia viene objetivada mucho mejor en la analítica que en las melenas. OK?

2. ANÁLISIS DISCRIMINANTE
A esto dedicó los 15 minutos que le quedaron, pero también le dio importancia.
Es una herramienta que permite asignar o clasificar en un determinado diagnóstico nuevos casos dentro de grupos previamente definidos. 

Con un ejemplo se entiende mejor: supongamos que  tenemos un conjunto de pacientes en el que hemos medido determinadas variables (TA, Tª, colesterol, hematíes ...) en condiciones homogéneas y además tenemos un diagnóstico de certeza objetivo (anatomopatológico y/o autopsia). (Es importante no meter en nuestro grupo a aquellos pacientes en los que nuestra prueba objetiva no sea concluyente, es decir, a los diagnósticos dudosos). Al siguiente enfermo nuevo que nos llegue, le medimos todas esas variables, las metemos en la función discriminante y según el resultado la incluimos en un diagnóstico o en otro sin haberle hecho la prueba clasificatoria (que lo normal es que sea más cara, más invasiva...) obviamente, como todo en estadística, con cierto grado de error (o probabilidad). 

NOTA: las variables que medimos tienen que ser todas cuantitativas.

Veamos estos en unas gráficas (dos dimensiones( dos variables, pero se puede hacer en el espacio (3 variables) o hiperespacio (con todas las variables que se quiera)). 
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Tenemos un grupo de individuos con 2 diagnósticos (A=círculos rellenos y B=círculos vacios,) obtenidos por biopsia, y hemos medido solo 2 variables (x1 y x2). Cada una de ellas por sí sola, no sirve para discriminar entre si tendrá el diagnóstico A o B (hay individuos que con la misma variable x1 y con diagnósticos distintos, y lo mismo ocurre con x2). 
2005: He modificado la imagen poniendo dos líneas. La roja simboliza la supuesta discriminación que haría la variable x1. Como vemos no es muy buena porque deja muchos puntos negros y blancos a ambos lados.
Sin embargo al combinar las dos, sacamos una función discriminante que me deja todos (o más bien casi todos) los A a un lado y los B al otro. Esa función viene representada por: D= ax1 + bx2  (siendo a y b cualquier número positivo o negativo. Si fuera cero, es que esa variable no influye en la discriminación para ese diagnóstico). 

(cuantas más variables tengamos más precisa será la recta).
2005: es función la he representado en azul sobre la figura y vemos como sólo deja un valor de cada grupo en el lado “incorrecto”, es decir, discrimina mejor.
La precisión del modelo vendrá dada por el porcentaje de aciertos. 

A continuación proyectamos los pacientes en la recta D, la cual pasa por el centro de gravedad de la nube sobre la cual las proyecciones de puntos toman casi siempre valores positivos para los puntos vacíos y negativos para los puntos rellenos. La recta D, combinación lineal de x1 y x2 como vemos, es una buena función discriminante de los grupos. (recta azul).

Al introducir nuestros datos en la recta D= ax1 + bx2, nos dará un número, que si es positivo, ese individuo tendrá el diagnóstico de B (círculos vacíos porque están a la derecha de nuestra recta discriminante) y si es negativo, obtendrá el diagnóstico de A (a la izquierda). (El Dr. Carrasco dijo que esto no era del todo cierto, que valía para nuestro ejemplo que es el más simple de todos, pero que cuando se metían más variables y más diagnósticos, el ordenador saca una función discriminante por cada 2 diagnósticos posibles y que se complica más el asunto, pero que no hacía falta saber más). (También dijo que tenían que ser ordenadores potentísimos, que si no se colapsaban, ya que los cálculos son de lo más complejo que hay en estadística). 

 A partir de aquí no 2005:

Al proyectar todos los puntos sobre la recta obtenemos dos curvas de Gauss (una por cada grupo diagnóstico). 

El ordenador busca la recta D, cogiendo cualquier recta del espacio y empieza a girarla y ve las proyecciones de las curvas en cada recta que obtiene y se queda con la que separa lo más posible las dos proyecciones cumpliendo las dos condiciones siguientes: 

.- Cuanto más separados estén los centros de gravedad de la nube de puntos (GA y GB) mejor.


.- dentro del mínimo solapamiento entre las curvas de gauss (que es la confusión diagnóstica). 


Con lo cual se busca la máxima separación con el mínimo solapamiento. 

Se sabe, por el análisis de la varianza, que la separación entre las medias de dos grupos define la dispersión Factorial, y que la dispersión dentro del grupo, define la dispersión Residual. Habrá que conseguir, pues, hacer lo más grande posible la primera, y lo más pequeña posible la segunda (menor asignación falsa al diagnóstico). Esta condición combinada para matemáticamente por “maximizar” (derivada = 0) el cociente DF/DR, es decir derivada (DF/DR)´=0. Esta es la recta que cumple las condiciones de discriminación.

3. VALIDACIÓN DEL MODELO (Sí 2005)
Una vez que hemos obtenido el modelo, interesa evaluar su capacidad predictiva. Existen varias formas para hacerlo:


1.- Contraste del modelo contra si mismo: Aplicar la f(x) discriminante a cada paciente de la muestra y ves el porcentaje de acierto. (si clasifica mal a 3 de cada 100 tendrá una precisión del 97%). Pero como podéis pensar, estas utilizando una función que sacaste de un muestra de pacientes y luego esos mismos pacientes los utilizas para validar la función. Con lo cual no es muy valido.


2.- Análisis discriminante: Aquí también se utilizan los pacientes de la muestra, pero se le pide al ordenador que calcule la f(x) discriminante sin el paciente que vamos a utilizar para validar el modelo. Con lo cual se obtienen tantas funciones como pacientes tenemos en la muestra (siempre excluyendo uno distinto en cada función). Dijo que no se utiliza porque se saturan los ordenadores con tantos cálculos.


3.- Reservar parte de la muestra: Se pueden utilizar el 50% de los pacientes para realizar el modelo y la otra mitad para la validación. Tampoco se utiliza porque generalmente no vas tan sobrado de pacientes y al quitar la mitad perderías mucha precisión en el modelo. Con lo cual, al final lo que se suele hacer, es que se reserva un pequeño porcentaje (10-15%) de nuestra muestra inicial para luego hacer la validación. 
Sacrificamos la validación en aras de la precisión.
Ya para acabar, decir que la relación de variables que deben ser incluidas constituye siempre un importante problema en el diseño del modelo, que habrá que solucionar como siempre, teniendo en cuenta condicionantes matemáticos, experimentales y de utilidad clínica/práctica. Los conocidos procedimientos de incorporación progresiva de variables de eliminación progresiva (forward) y paso a paso (stepwise), descritos en regresión lineal y logística, ayudarán en la elección de las variables más adecuadas. 

Dr. Carrasco


Patricio González Pizarro
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